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RESUME. Nous nous intéressons a la génération automatique de régles a partir d’exemples de
décisions. Les regles générées sont des régles de classification, elles concluent a I'appartenance
d'une observation a une classe et sont entachées d’incertitude. Dans cet article, nous nous
focalisons sur la représentation et le traitement de I'incertitude des regles. Cette incertitude se
traduit par un degré de croyance qui accompagne chaque régle. Nous avons retenu deux
représentations possibles du degré de croyance : par une probabilité classique ou par un
coefficient de certitude. Les résultats expérimentaux réalisés avec différents types de données sont
satisfaisants et permettent, au-dela de la validation de notre approche, de comparer les deux
modes de représentation de l'incertitude.

ABSTRACT. We are interested in a supervised learning method by automatic generation of
production rules. The generated rules are classification ones: they conclude to the belonging or not
to a class. Assuming that this belonging is not certain, each conclusion is accompanied by a belief
degree. In this paper, we focus on the representation and treatment of rules uncertainty. We
propose to represent the belief degrees of the rules either by classical probabilities or by Certainty
Factors. The experimental results obtained with various data are satisfactory and allow, beyond the
validation of our approach, to compare both modes of uncertainty representation.

MOTS-CLES : Apprentissage supervisé, Régles de classification, Incertitude, Probabilités,
Certainty Factors.

KEYWORDS: Supervised learning, Classification rules, Uncertainty, Probabilities, Certainty
Factors.
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1. Introduction

Le cadre général de notre travail est celui de I’apprentissage supervisé par génération
de régles et plus précisément la méthode d’apprentissage a partir d’exemples
SUCRAGE (Supervised Classification by Rules GEneration)[1][2]. SUCRAGE se base
sur la génération automatique de régles de classification de la forme Si [prémisse] Alors
[conclusion] & partir de I’ensemble d’apprentissage constitué d’exemples déja classés.
Dans cet article, nous nous intéressons plus précisément a I’incertitude des régles ainsi
construites. Nous proposons de représenter cette incertitude de différentes manieres et
de la prendre en compte lors de la dynamique inférentielle.

De nombreux articles traitent du probléme de I’incertitude et proposent différentes
manieres de représenter et de gérer I’incertitude [5][7][8]. Les deux tendances
principales, et souvent opposées, de représentation de I’incertitude sont d’une part celle
utilisant les avantages computationnels des architectures a base de regles, comme les
coefficients de certitude (CF), et d’autre part celles faisant appel a la cohérence
sémantique, comme les calculs de probabilités [6][7][8]. La premiére approche est
souvent qualifiée de compositionnelle, ou procédurale, elle traduit une combinaison
locale des regles dans un contexte de déduction logique. La seconde approche, dont les
probabilités sont un exemple typique, est dite non compositionnelle, déclarative ou
encore basée sur un modele (model based). Pour prendre en compte ces deux tendances
de la représentation de I’incertitude, nous proposons de représenter le degré de croyance
de nos regles de deux fagons : soit par une probabilité classique [3][6][7], soit par un
coefficient de certitude (CF), dans le cadre de la théorie de la confirmation [4][8].

Dans la suite de cet article, nous commencerons par présenter la méthode de
construction des régles. Nous détaillerons ensuite les deux modes de représentation de
I’incertitude retenus ainsi que leur traitement lors de la phase de reconnaissance. Apres
la présentation et I’interprétation des résultats expérimentaux, nous conclurons sur les
perspectives de notre travail.

2. Construction des régles de classification

Dans cette partie, nous nous attachons & décrire la phase d’apprentissage de la
méthode de classification que nous proposons. Les régles générées sont de la forme :

AjetAyet...etAy LT 1V, a
A : une condition du type : X; est dans [a,b], un objet étant représenté par un vecteur

dattributs X;, Xy, ..., X, et [a,b] un intervalle issu de la discrétisation du domaine de
variation de I’attribut X;
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y : une hypothese sur I’appartenance a une classe, les classes sont notées y,, Y, ...,Yc
o : un degré de croyance représentant I’incertitude de la conclusion

Notre approche est polythétique : les attributs qui apparaissent dans les prémisses
des regles sont sélectionnés en bloc. Cette sélection est réalisée par une recherche de
corrélations linéaires entre les attributs des exemples d’apprentissage [1][2]. La
premiere étape consiste donc a calculer la matrice de corrélation linéaire R=(r; g~ (P :
nombre total d’attributs), ou r;; est le coefficient de corrélation linéaire entre les
composantes X; et X; des vecteurs de I’'ensemble d’apprentissage. On décide que deux
attributs X; et X; sont corrélés si la valeur absolue de r;; est supérieure & un seuil 8 que
I’on se fixe.

L’étape suivante dans la construction des regles est celle de la discrétisation. La
méthode de discrétisation retenue dans ce travail est la discrétisation réguliere. Elle
consiste a construire M intervalles d’amplitudes égales, notés rg_0, rg_1, ... [2]. Nous
disposons de plusieurs groupes d’attributs corrélés. Par ailleurs chaque attribut, apres la
phase de discrétisation, prend ses valeurs dans I’ensemble totalement ordonné {rg_O0,
rg_1, ...rg_(M-1)}. Tous les attributs corrélés sont alors regroupés dans une méme
prémisse. Les prémisses sont ensuite construites en considérant pour chaque groupe
d’attributs corrélés, un sous-intervalle (rg_i) pour chaque attribut, et ce avec toutes les
combinaisons possibles. En fait, les parties prémisses des régles constituent une partition
de I’espace des attributs corrélés. La Figure 1 illustre une telle partition dans le cas d’un
groupe de deux attributs corrélés, X; et X,, et d’une taille de subdivision M=3.

X,
N
o
A
prém

-, // prémisse :
2 X, estrg_2etX,estrg_1
o
o

rg 0 rg.1l rg2 %

Figure 1. Exemple de partition de I'espace des attributs corrélés.

Chaque prémisse construite selon la méthode exposée ci-dessus conduit a la
génération de C régles, C étant le nombre total de classes. Chaque conclusion est
accompagnée d’un degré de croyance noté a. La derniére étape de la construction des
regles consiste alors a calculer ce degré de croyance.
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3. Représentation de I'incertitude des régles

Comme nous l’avons mentionné dans I’introduction, nous avons retenu deux
représentations possibles du degré de croyance. L’incertitude des régles est représentée :

— soit par une probabilité classique [6][7],

— soit par un coefficient de certitude ou Certainty Factors (CF), dans le cadre de la
théorie de la confirmation [4][8].

3.1. Le degré de croyance est une probabilité

L’incertitude de la conclusion d’une regle, son degré de croyance, est quantifiée par
la probabilité conditionnelle d’obtenir cette conclusion quand la prémisse est vérifiée.
Cette quantité mesure a quel point la prémisse suffit a prouver I’hypothése de la
conclusion. Soit une reégle R : Si prém Alors concl avec le degré a (concl=yy)

prém correspond & une zone de la partition des attributs corrélés qui apparaissent
dans cette méme prémisse, notons Ay cette zone de la grille de discrétisation (cf.
Figure 1). Le degré de croyance a associé a R est la probabilité d’avoir concl sachant
prém : a=proba(concl/prém)=proba(y,/prém).

Aucune hypothése sur la loi de distribution de proba(concl/prém) n’est faite. Cette
probabilité conditionnelle est estimée sur I’ensemble d’apprentissage selon une
approche fréquentiste. 1l est a noter que seules les régles couvrant au moins un exemple
d’apprentissage sont générées.

3.2 Le degré de croyance est un coefficient de certitude

Le formalisme des coefficients de certitude est issu de la théorie de la confirmation.
Cette théorie a été initialement congue pour représenter I’incertitude dans le cadre de
prises de décisions médicales [8]. Dans un tel contexte, une analyse probabiliste
rigoureuse est souvent impossible. Pour y remédier, Shortliff et Buchanan ont proposé la
théorie de la confirmation qui peut étre vue comme une approximation des probabilités
conditionnelles. L’incertitude est représentée par un coefficient de confirmation ou
coefficient de certitude noté CF, CF(h,e) est le degré de confirmation de I’hypothése h
sur la base de I’événement e. CF(h,e) est défini par la différence entre la mesure de
croyance MB(h,e) qu’apporte I’événement e en faveur de h et la mesure de non-
croyance MD(h,e) qu’apporte I’événement e en défaveur de h [8]. Dans notre cas, pour
une régle R de la forme : SI prém ALORS concl avec le degré a (concl=yy)

nous pouvons représenter le degré de croyance a associé a R par un coefficient de
certitude CF(concl,prém). Le degré de croyance o associé a R est donc défini par :
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a = CF(concl,prém) = CF(yy,prém) o [J-1,1]
En adaptant les définitions des CF a notre cas, nous obtenons pour o :

1 si proba(y,) = 1

(proba(y, /prém)-proba(y,))/(1-proba(y,)) si proba(y,/prém) > proba(y,)
a=¢{ 0 si proba(y, /prém) = proba(y,)

-(proba(yy)-proba(y, /prém))/proba(y,) si proba(y,/prém) < proba(y,)

-1 si proba(y,) = 0

Les différentes probabilités en présence sont estimées par une approche fréquentiste
sur I’ensemble d’apprentissage. Les CF traduisent en fait le changement de croyance en
une hypothese (ici la classe y,) étant donné certains événements (ici la condition prém).
En d’autres termes il s’agit d’une mise a jour des croyances. Les valeurs positives (cas
proba(y./prém)>proba(y,)) correspondent a un accroissement de croyance en
I’hypothese, tandis que les valeurs négatives correspondent a une diminution de cette
croyance (cas proba(y,/prém)<proba(yy)).

4. Traitement de I'incertitude lors de I'inférence

Apres la phase d’apprentissage, intervient la phase de reconnaissance. Elle consiste a
classer de nouveaux objets, n’appartenant pas a I’ensemble d’apprentissage. Nous
utilisons pour cela un moteur d’inférence d’ordre 0+. Le moteur doit gérer I’incertitude
des régles et assurer sa prise en compte dans la dynamique inférentielle. Quand plusieurs
régles sont déclenchées par I’observation a classer O, la question est de déterminer
quelle classe lui sera finalement attribuée. Les régles déclenchées sont d’abord
regroupées selon la classe qui apparait dans leur partie conclusion. Pour chaque classe
yi, i [{1,..., C}, on obtient donc un ensemble de régles, noté Regles(y;), contenant les
regles déclenchées par O et concluant a I’appartenance a y; avec un certain degré de
croyance. Le probléme est ensuite de définir comment les degrés des régles de
Regles(y;) sont combinés pour obtenir un degré de confiance final en la classe y;. Le
choix d’une classe se fait ensuite au regard de ces degrés de confiance finaux : la classe
attribuée a la nouvelle observation est celle de coefficient de confiance final maximum.

4.1. Cas des probabilités

Le point qui nous intéresse est celui de la combinaison des degrés de différentes
régles concluant toutes a la méme hypothése. Dans ce cas, I’évaluation globale de cette
hypothése nécessite I’utilisation de fonctions de combinaison et d’agrégation de degrés
d’incertitude [5][9]. Nous avons choisi pour fonction de combinaison, des T-conormes.
Ces fonctions d’agrégation sont largement utilisées pour le traitement de I’incertitude et
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en particulier dans le cadre de la logique floue [9]. Le coefficient de confiance final
associé a chaque classe y; est le résultat du calcul de cette conorme sur les probabilités
associées aux regles appartenant a Regles(y;).

Certaines T-normes ou T-conormes peuvent s’avérer plus efficaces que d’autres, en
particulier dans les processus de prises de décisions. Il est donc intéressant de ne pas se
limiter & la conorme classique tres largement utilisée, celle de Zadeh. Nous avons choisi
de tester la conorme de Zadeh (S(p,q)=max(p,q)) et également la conorme probabiliste
dont le principe est de renforcer le degré de croyance : S(p,q)=p+q-pg.

4.2. Cas des CF

Dans les travaux initiaux définissant les coefficients de certitude, Shortliff et
Buchanan autorisent la propagation de I’incertitude a travers un réseau d’inférence. Ils
proposent pour cela des fonctions de combinaisons des coefficients de certitude qui
satisfont un certain nombre de désirs (commutativité, associativité, ...) mais n’émettent
aucune condition d’indépendance entre les événements en jeu [8]. Dans [4], I’auteur
montre que si la propagation de I’incertitude se fait en accord avec les désirs imposés
par Shortliff et Buchanan, alors les événements doivent étre conditionnellement
indépendants étant donné I’hypothése et sa négation (P(e/h) et P(e/=h)). De plus le
réseau d’inférence doit avoir une structure d’arbre.

Dans notre cas, pour chaque classe y; (i [{1l..,C}), on dispose d’un ensemble de
régles déclenchées ayant pour conclusion y;: Regles(y;) = {R';, R, .., R}, le CF
associé a la régle R', est noté CF',. Le coefficient de confiance final associé a y; est noté
CF+(y:), pour le calculer nous reprenons les fonctions de combinaisons des CF proposées
dans [8]. On note MBx(y;) la mesure de croyance finale de y;, seules les regles de
Régles(y;) ayant un degré de croyance positif sont prises en compte. Et on note
MDx(y;) la mesure de non-croyance finale de y;, seules les regles de Regles(y;) ayant un
degré de croyance négatif sont prises en compte. On a d’apres [8] :

MB; (y;) =1- [](1-CRJ MD; (y;) =1- [](1+CFR)
1<k<n; 1<k<p;
CFi20 CFi<0

Le degré de confiance final associé a la classe y; vaut alors :

CF,(y,) = — MBr (y) — MDx (v,)
1-min(MB; (y,), MDx (¥,))

Dans notre cas, un réseau d’inférence distinct est considéré pour chaque classe. Il
correspond au schéma de combinaison parallele [4], on a bien une structure d’arbre. De
plus, pour un méme vecteur, les événements confirmant ou infirmant I’hypothése y; sont
bien indépendants (linéairement), et ce par construction méme des prémisses.
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5. EXpérimentations et résultats

Nous avons testé notre outii SUCRAGE avec la base d’apprentissage IRIS
(exemples répartis entre 3 classes et représentés par 4 attributs). Nous avons également
utilisé des données provenant de deux sortes d’images : une coupe de cryosection de
cuisses humaines (pixels représentés par 5 attributs et répartis entre 4 classes) et une
image de papillon coloré (pixels représentés par 6 attributs, répartis en 6 classes) [1][2].

Subdivision | Proba, max | Proba, p+tgq-pg | CF
Iris

3 980 (R:235) [98.0 (R:235) |97.33 (R:33)

5 9333 (R:38.1) | 92.67 (R:38.1) | 91.33 (R:65.4)
7 88.67 (R:49.2) | 88.67 (R:49.2) |88.0 (R:94.7)

Image de cryosection humaine

3 790 (R:33.75) | 83.42(R:33.75) | 88.0 (R:56)

5 99.08 (R:44.75) | 99.08 (R:44.75) | 98.33 (R: 79)

7 77.08 (R:53.75) | 87.17 (R:53.75) | 96.58 (R:87.5)

Image de papillon coloré

3 7437 (R:46.25) | 748 (R:46.25) | 75.76 (R:127.5)
5 69.06 (R:69.75) | 76.79 (R:69.75) | 83.27 (R:235.5)
7 77.61 (R:94.75) | 83.65(R:94.75) | 85.95 (R : 373.5)

Tableau 1. Taux de bonnes classification et nombre de regles

Les deux modes de représentation de I’incertitude ont été testés. Pour la
discrétisation, trois valeurs de la taille de la subdivision (M) ont été retenues : 3, 5 et 7.
La capacité de généralisation de SUCRAGE a été a chaque fois estimée par la méthode
de validation croisée. Les différents résultats obtenus sont présentés dans le tableau 1
(taux d’exemples bien classés suivi entre parenthéses du nombre de regles). Les taux de
bonnes classifications sont globalement bons. lls atteignent les 98% avec les données
Iris et 99% avec I'image de cryosection. Avec I’'image du papillon, la meilleure
performance vaut 85.95%, mais le nombre de regles reste relativement élevé. Dans le
cas ou les degrés de croyance sont représentés par des probabilités, la comparaison des
performances obtenues avec chacune des deux co-normes ne permet pas d’avoir une
conclusion tranchante, du moins pour les données Iris. Avec les images, la co-norme
probabiliste conduit souvent a une amélioration des résultats. Avec les données lIris, la
représentation des degrés de croyance des régles par des CF conduit généralement a une
légere diminution des taux de bonnes classifications par rapport aux probabilités. Avec
les données issues des deux images testées, les résultats obtenus avec les CF sont
globalement meilleurs que ceux obtenus avec les probabilités. Le nombre de régles,
quant a lui, croft considérablement avec les CF. Cela s’explique par un nombre de degré
de croyance nul beaucoup moins élevé.
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6. Conclusion

Dans cet article, nous avons présenté un travail sur la représentation et le traitement
de I'incertitude dans un systeme d’apprentissage par génération automatique de regles.
Les résultats obtenus sont globalement satisfaisants en termes de performance de
classification, une poursuite des tests expérimentaux avec d’autres bases de données est
toutefois indispensable. Dans ce travail, les CF conduisent généralement a une
amélioration des performances mais au prix d’une nette augmentation du nombre de
regles. Pour obtenir un bon compromis entre performance en classification d’une part et
lisibilité en termes de nombre de regles d’autre part, il semble que les probabilités soient
le mode de représentation de I’incertitude a privilégier. Il serait toutefois intéressant
d’envisager une réduction du nombre de régles, un travail en ce sens a été entamé [1].
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