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RÉSUMÉ. Nous présentons de nouveaux modèles paramétriques pour approcher la distribution des

erreurs de prédiction linéaire issues d’un signal multicanal bidimensionnel. Ces modèles sont utili-

sés afin d’améliorer la segmentation d’images texturées couleur. Dans ce papier, la distribution de

l’EPL associée à ces modèles est approchée à l’aide de la distribution de Wishart et des lois de mé-

langes gaussiennes multidimensionnelles. La méthode de segmentation est basée sur ces modèles

de distribution et un modèle de régularisation spatiale des régions. Les résultats montrent que les

performances sont améliorées pour les trois espaces couleur testés par rapport à l’utilisation d’une

loi de Gauss multidimensionnelle.

ABSTRACT. We present novel a priori parametric models to approximate the distribution of the two

dimensional multichannel linear prediction error. These models are used to improve the performance

of color texture segmentation algorithms. Two dimensional linear prediction models are used to char-

acterize the spatial structures in color images. The multivariate linear prediction error of these texture

models is approximated with Wishart distribution and multivariate Gaussian mixture models. A novel

color texture segmentation framework based on these models and a spatial regularization model of

initial class label fields is presented. Experimental results show better performances in terms of per-

centage segmentation error, in comparison with the use of a multivariate gaussian law.

MOTS-CLÉS : Segmentation de textures couleur, distribution de Wishart, lois de mélange gaus-

siennes multidimensionnelles, comparaison d’espaces couleur
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1. Introduction

La segmentation des textures couleurs est un problème complexe. De nombreuses ap-

plications nécessitent l’utilisation de méthodes de segmentation précises qui soient éga-

lement stables sous différentes contraintes. De telles applications utilisent généralement

des méthodes de segmentation supervisées [1]. En segmentation supervisée, un échan-

tillon connu de texture couleur est utilisé pour identifier et/ou extraire les régions possé-

dant la même texture couleur dans une image donnée. Par le passé, différents algorithmes

de segmentation de textures, basée sur les champs aléatoires multidimensionnels, ont été

proposés pour traiter les images à niveaux de gris [2] et les images couleur [3, 4, 5].

Dans [2], les textures sont modélisées à l’aide de modèles de prédiction linéaire 2D

et la segmentation exploite les erreurs de prédiction linéaire selon l’hypothèse que leur

réalisation est un bruit blanc gaussien. Cependant, pour les textures couleur naturelles,

cette approximation sur la distribution des erreurs de prédiction linéaire a tendance à

produire des résultats non-optimaux et instables [6].

Dans cet article, nous proposons des approximations paramétriques basées sur la dis-

tribution de Wishart et les lois de mélange gaussiennes multidimensionnelles (LMGM)

pour modéliser la distribution des erreurs de prédiction linéaire (EPL) vectorielles et ainsi

pallier aux points faibles d’une distribution de probabilité gaussienne.

La section 2 présente le modèle d’observation de l’image couleur utilisé. La section

3 est consacrée aux modèles paramétriques utilisés pour décrire la distribution de l’EPL.

L’estimation des classes de l’image segmentée est détaillée dans la section 4. Les sections

5 et 6 présentent respectivement les expérimentations et la conclusion.

2. Modèle d’observation de l’image

L’étude présentée dans cet article est réalisée sur les espaces couleurs RGB, IHLS et

L*a*b*. L’information couleur, obtenue en utilisant les formules de passage RGB vers

IHLS et RGB vers L*a*b*, est utilisée pour construire une image constituée de deux

canaux : un canal réel pour la “Luminance” et un canal complexe pour la “Chrominance”

[8, 9].

xn =
[

ln
cn

]
(1)

où ln ∈ R, cn ∈ C et n correspond aux coordonnées d’un pixel n = [n1, n2]T ∈ Λ ⊂ Z
2

où Λ représente la grille régulière 2D finie de taille |Λ|.
Soit un processus aléatoire 2D multicanal, représenté par une famille de vecteurs aléa-

toires X = {Xn}
n∈Z2 de dimension P représentant le nombre de canaux. Un modèle de

prédiction linéaire de ce processus peut être défini de la manière suivante [8] :

X̂n = −
∑

m∈D

Am (Xn−m − µ). (2)

avec

Xn = X̂n + En + µ. (3)

où µ est la moyenne et m = (m1, m2) ∈ D ⊂ Z
∗2 est un site faisant partie d’un

voisinage défini par D appelé “support de prédiction”. Am, m ∈ D, sont les matrices

P × P de coefficients du modèle et E = {En}
n∈Z2 correspond à la séquence de l’erreur

de prédiction qui est supposée être un processus multicanal stationnaire ayant une matrice



de covariance P ×P notée Σe. Pour les images couleur définies par l’équation (1), P = 2.

Pour l’espace couleur RGB, le raisonnement est identique avec P = 3. Dans cette étude,

nous utilisons le modèle bidimensionnel autorégressif quart de plan (AR 2D QP) [8].

3. Modélisation paramétrique

Dans ce papier, la méthode de segmentation des textures couleur est supervisée. Nous

déterminons à partir d’une texture d’apprentissage l’ensemble des paramètres du modèle,

θ =
{

µ, {Am}m∈D , Σe

}
. Puis, nous utilisons ces paramètres pour calculer la séquence

de l’EPL e = {en}n∈Λ de l’image associée à chaque texture envisagée. Classiquement,

la distribution de chaque erreur de prédiction est approchée par une loi gaussienne multi-

dimensionnelle (cf. équation 2 et 3) :

p(en|θ) =
(2π)−1/2

√
det (Σe)

exp

[

−
en

T (Σe)−1 en

2

]

(4)

où en = (xn − µ) − x̂n, n ∈ Λ. Bien que cette approximation soit simple et largement

utilisée, elle est unimodale et paraît donc sous-optimale pour approcher une grande va-

riété de distributions. D’autre part, la prise en compte d’une réalisation d’un processus

aléatoire est une procédure sous-optimale pour attribuer un modèle paramétrique parmi

un ensemble de modèles paramétriques. Pour palier à ces lacunes, deux autres modèles

paramétriques, utilisés pour l’approximation de la distribution des EPL multicanales sont

présentés.

3.1. Distribution de Wishart

La distribution de Wishart est une généralisation multidimensionnelle de la loi du χ2.

Pour obtenir robustesse et stabilité, ce modèle prend en compte des observations multiples

pour définir la probabilité d’une observation donnée au lieu d’utiliser une observation

unique (en dans notre cas). Par conséquent, les vecteurs de l’EPL d’un voisinage fini

sont utilisés avec le vecteur de l’EPL d’un pixel donnée pour déterminer la probabilité de

l’EPL de ce pixel.

Soit S, une matrice de α vecteurs de l’EPL de dimension ω pris en compte pour la

définition de p (en) avec α ≥ ω, la distribution de Wishart est définie par la densité de

probabilité suivante :

p(en|θ) =
|M |α−ω−1 exp

(
− 1

2Tr
(
Σ−1

e M
))

2α(ω/2)πω(ω−1)/4 |Σe|α/2
ω∏

i=1

Γ
(

1
2

(α + i − 1)
) (5)

où M = ST S est une matrice semi définie positive de taille ω × ω et Γ, la fonction

gamma. Ici, nous considérons un voisinage spatial d’ordre un. Par conséquent, α est égal

à 5 et S est donnée par :

S = [en−1v
, en−1h

, en, en+1v
, en+1h

]T (6)

avec 1h = [1, ∅]T et 1v = [∅, 1]T . Dans le cas d’une EPL réelle de trois canaux pour

l’espace couleur RGB ω = 3 puisque P = 3. Dans le cas d’une EPL de deux canaux

complexes pour les images définies par l’équation (1) la composante imaginaire est nulle



pour le canal “luminance” (cas des espaces IHLS et L*a*b*). Ici, nous avons également

ω = 3 bien que P soit égal à 2.

3.2. Loi de mélange gaussienne multidimensionnelle
La distribution des EPL multicanale associées à une image couleur peut également

être approchée par une LMGM dont la forme générale est :

p (en|θ) =
K
∑

k=1

αkp (en|θk) (7)

où α1, . . . , αK sont les probabilités a priori de chaque composante gaussienne du mé-

lange, et K ≥ 1 est le nombre de composantes de la LMGM, où K = 1 correspond à

l’approche classique. Chaque θk = {µe,k, Σe,k} est l’ensemble des paramètres du modèle

caractérisant la kème composante du modèle de mélange. Ces paramètres sont estimés en

utilisant l’algorithme EM (expectation maximization) comme dans [6]. Les valeurs de

probabilité a priori doivent satisfaire αk > 0, k = 1, . . . ,K et

K
∑

k=1

αk = 1. Dans cette

étude K est égal à 3. Dans une future étude, nous introduirons une estimation de K pour

chaque texture [7].

4. Estimation du champ d’étiquettes
La première phase de la méthode de segmentation de texture couleur attribue les éti-

quettes de classe, l = {ln}n∈Λ
, sans réaliser de régularisation spatiale. L’attribution est

réalisée selon le critère du maximum de vraisemblance qui maximise le produit des pro-

babilités p (en) en supposant l’indépendance des EPL les unes par rapport aux autres :

l̂n = argmax
c=1,...,C

(

p
(

en|θ̂c

))

(8)

où C est le nombre total de classes dans l’image couleur texturée et l’ensemble des para-

mètres utilisé dans l’équation 8 sont ceux estimées en utilisant différentes approximation

de la distribution des EPL. Au cours de la seconde phase, nous réalisons une estimation

de type Maximum a Posteriori (MAP) pour déterminer la classe finale des pixels comme

dans [2]. P (l/x) peut s’écrire d’une manière générale sous la forme d’une distribution de

Gibbs :

P (l|x) ∝ exp(−UD (x, l) − Ui (l)) (9)

dans laquelle UD est une “fonction d’énergie” dépendant du champ d’observation donné x
et du champ d’étiquettes l, alors que Ui est la fonction d’énergie qui dépend uniquement

du champ d’étiquettes permettant la régularisation spatiale de celui-ci. UD est calculée

ainsi :

UD (x, l) =
∑

n

(− log (p (en|θln))) (10)

où p (en|θln) est la probabilité conditionnelle de l’EPL connaissant la classe de texture en

n, c’est à dire ln.



Nous proposons d’utiliser une énergie interne au champ d’étiquettes composée de

deux termes : Ui (l) = Ui,1 (l)+Ui,2 (l). Ui,1 (l) correspond au terme d’énergie de Gibbs

associé à un modèle de Potts [2] :

Ui,1 (l) = β





∑

〈n1,n2〉1

1(ln1
�=ln2

) +
∑

〈n1,n2〉2

1(ln1
�=ln2

)



 (11)

avec β, terme de pondération ou hyperparamètre du modèle de Potts et où 〈n1, n2〉p, p =

1, 2, signifie ‖n1 − n2‖
2

=
√p, (n1, n2) ∈ Λ2, n1 �= n2. Pour calculer Ui,2 (l), nous

utilisons un terme d’énergie qui dépend de la taille de la région contenant uniquement des

pixels connexes auxquels la même étiquette de classe a été attribuée. La taille de la région

|Ri|, i = 1, . . . , nR, nR le nombre total de régions dans le champ d’étiquettes, suit une

distribution de probabilité qui défavorise la formation des petites régions [10]. Ce terme

est défini ainsi :

Ui,2 (l) = γ

(

nR
∑

i=1

|Ri|
−c

)

(12)

où c est une constante issue de [10]. γ est également un hyperparamètre dont nous don-

nerons la valeur dans la partie suivante.

5. Expérimentations et résultats

La vérité de terrain associée aux images naturelles complexes est difficile à obtenir.

Sa conception est fortement influencée par la subjectivité de l’opérateur humain. Ainsi,

l’évaluation de l’algorithme de segmentation de textures proposé, a été réalisée aussi bien

sur des images naturelles de textures que des images de synthèse dont la vérité de terrain

est parfaitement connue. Les images de tests proviennent de la base de textures couleur

utilisée dans [11]. La base de données a été construite en utilisant des textures issues des

bases Vistex et Photoshop.

Figure 1 – Base de données de dix textures couleur utilisées dans les expérimentations.

Au cours de la première phase de segmentation, une seule imagette de taille 32 × 32
a été utilisée pour l’apprentissage de chaque classe. Les paramètres du modèle d’obser-

vation de l’image, l’EPL multicanale et les jeux de paramètres pour les modèles paramé-

triques ont été calculés pour cette image. Puis, ces paramètres sont utilisés pour calculer

les classes initiales des champs d’étiquettes pour chacune des dix images couleur textu-

rées représentées sur la figure 1. Des exemples de ces segmentations sans régularisation

spatiale pour les images 3 et 10 sont représentés dans la deuxième colonne et la qua-

trième colonne des figures 2 et 3. Dans la seconde phase de l’algorithme, la classification

des régions est affinée par une régularisation spatiale en utilisant le modèle de Potts et

l’énergie calculée à partir de la taille des régions. Une méthode itérative (ICM-Iterated



β = γ = 0 Potts + Region β = γ = 0 Potts + Region

RGB L*a*b*

Figure 2 – Résultats de segmentation sans régularisation spatiale (colonne β = γ = 0) et

avec régularisation spatiale (colonne Potts + Region) pour la texture couleur 3 - modèle

AR 2D QP et LMGM - espaces couleurs RGB et L*a*b*.

Conditional Mode) a été utilisée pour obtenir la convergence des champs d’étiquettes.

Durant cette méthode, nous utilisons β, l’hyperparamètre du modèle de Potts comme un

paramètre variant progressivement. Lors de la régularisation, le résultat de segmentation

obtenu pour une valeur de β est utilisé comme champ initial pour la valeur suivante de β.

La valeur de l’hyperparamètre β varie de 0.1 à 4.0 selon une règle exponentielle. Pour le

terme d’énergie sur les régions, nous fixons l’hyperparamètre γ à 2 et le coefficient c à

0.9 suivant [10]. Les colonnes trois et cinq des figures 2 et 3 montrent les résultats avec

régularisation spatiale pour deux images de textures couleur.

Les pourcentages moyens d’erreur de classification des pixels sans régularisation spa-

tiale (β = γ = 0) et avec régularisation spatiale sont présentés dans la table 1 et des

courbes en fonction de β sont données figure 4). L’apport des deux modèles paramétriques

sur l’approximation gaussienne classique est évidente. Ce résultat renforce l’hypothèse

que la distribution des EPL multicanales ne peut pas être correctement approchée avec

une simple distribution gaussienne multidimensionnelle. Il est clair que l’approximation

par LMGM de la distribution de l’EPL multicanale montre de meilleurs résultats que les

2 autres approches en terme de pourcentage d’erreur moyen calculé après régularisation

spatiale pour les dix textures couleur utilisées dans les expérimentations. Cependant, en

considérant le même critère sans régularisation spatiale, on observe une meilleure per-

formance avec la distribution de Wishart. Ce résultat peut s’expliquer par le fait que la

distribution de Wishart utilise plusieurs vecteurs d’EPL et donc permet une classification

des sites plus robuste sans régularisation spatiale.

Pour comparer les espaces couleur testés, nous traçons l’écart-type du pourcentage

d’erreur (Cf. figure 5) pour avoir un aperçu de la stabilité des résultats en fonction de

l’espace couleur. Les résultats avec la distribution de Wishart ne sont pas présentés par

manque de place, cependant ils sont très similaires à ceux de l’approximation gaussienne

classique. Ces courbes montrent clairement des résultats meilleurs et plus stables avec les

espaces couleur RGB et L*a*b*. Cependant, l’espace couleur L*a*b* se montre supérieur
β = γ = 0 Potts + Region β = γ = 0 Potts + Region

RGB L*a*b*

Figure 3 – Résultats de segmentation sans régularisation spatiale (colonne β = γ = 0) et

avec régularisation spatiale (colonne Potts + Region) pour la texture couleur 10 - modèle

AR 2D QP et LMGM - espaces couleurs RGB et L*a*b*.



Figure 4 – Comparaison des résultats de segmentation obtenus avec trois modèles para-

métriques différents de distribution de l’EPL pour les espaces couleurs RGB (gauche) et

L*a*b* (droite).

à l’espace RGB avec une approximation gaussienne classique ou une approximation de

Wishart. Pour l’approximation par la LMGM de la distribution des EPL, les résultats

obtenus pour les trois espaces couleur sont équivalents au niveau de la stabilité. Il est très

difficile d’identifier le meilleur candidat.

Figure 5 – Comparaison des résultats de segmentation obtenus pour les trois espaces

couleur avec l’approximation gaussienne (gauche) et la LMGM (droite) de la distribution

de l’EPL.

6. Conclusion
Une comparaison de trois approches paramétriques montre qu’il est préférable d’uti-

liser une approximation par LMGM plutôt qu’une distribution gaussienne suivie d’une

régulation spatiale. Dans ce papier, la régularisation spatiale est réalisée à l’aide d’un

modèle de Potts et d’une distribution de Gibbs attribuant une probabilité plus faible aux

régions de petites tailles. L’approximation par LMGM permet ainsi d’obtenir de meilleurs

résultats en segmentation de textures couleur en terme de pourcentage moyen d’erreur sur

la base d’images texturées couleur utilisée.

La distribution de Wishart produit également une bonne classification sans régularisa-

tion spatiale. Cependant, le champ initial obtenu suivant ce modèle étant déjà plus régulier



RGB IHLS L*a*b* RGB IHLS L*a*b*

sans régularisation avec régularisation

Loi de Gauss 12.98 18.41 14.97 1.62 1.85 1.68

LMGM 12.47 16.83 13.67 1.41 1.58 1.52

Wishart 6.04 8.14 6.35 3.15 3.37 3.09

Tableau 1 – Pourcentage moyen d’erreur de classification des pixels de 10 textures couleur

sans régularisation spatiale et avec régularisation spatiale. Les meilleurs résultats sont

indiqués en gras.

qu’avec les autres modèles, la méthode itérative d’obtention du champ d’étiquettes (algo-

rithme ICM) ne parvient pas à produire une segmentation qui améliore celle obtenue avec

les LMGM, l’algorithme utilisé étant dépendant de l’initialisation.

L’introduction d’une pénalité sur la taille des régions a permis d’améliorer nos résul-

tats en terme de pourcentage d’erreur par rapport à ceux présentés dans [6]. De plus, cette

pénalité permet une convergence plus rapide que dans le cas d’une régularisation spatiale

classique utilisant uniquement le modèle de Potts.
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